分类（预测）评价指标 : 混淆矩阵,ROC，AUC
一、混淆矩阵（confusion matrix）
*混淆矩阵（confusion matrix）刻画一个分类器的分类准确程度。“混淆”一词也形象地表达了分类器面对多个分类时可能造成的混淆。混淆矩阵是除了ROC曲线和AUC之外的另一个判断分类好坏程度的方法。
[bookmark: _GoBack]*二元分类的混淆矩阵形式如下：
	 
	 
	实际值 

	 
	样本总数 N
	Positive
	Negative

	预测值
 
	Positive
	TP  11
实际是Positive，预测成Positive的样本数，又叫true positive 
	FP  01
实际是Negative，预测成Positive的样本数，又叫false positive

	
	Negative
	FN 10
实际是Positive，预测成Negative的样本数，又叫false negative
	TN 00
实际是Negative，预测成Negative的样本数，又叫true negative

	 
	 
	实际Positive样本数=TP+FN
	实际Negative样本数 N = FP + TN


其中，实际值也称为target, reference, actural。相应地，预测值为model, 
prediction, predicted。 此处二元分类标识为Positive和Negative，有时也标识为Normal/Abnormal, Accept/Reject或更简单的Yes/No， or 1/0。
下面是一个二元分类混淆矩阵的实例。一共有30张动物图片,其中13只猫，17只狗，一个二元分类器识别结果如下表。这就是一个简单的混淆矩阵。
	 
	 
	实际

	 
	 
	Cat
	Dog

	预测结果
 
	Cat
	10
	2

	
	Dog
	3
	15


有TP，FP，FN，TN后，可构造出很多指标，从不同角度反映分类器的分类准确程度，常用的有，
1）正确率（Accuracy）：正确分类数/样本总数，描述了分类器总体分类准确程度。 accuracy = (TP+TN)/N, N=TP+FP+FN+TN；上例中，accuracy = （10+15）/30 = 0.83
2) 真阳性率（True Positive Rate）: 如果一个实例类别是positive，分类器预测结果的类别也是positive的比例。这个指标也叫敏感度（sensitivity）或召回率（recall），描述了分类器对positive类别的敏感程度。
TPR = TP/(TP+FN) ；上例中，TPR = 10 /（10+3）=0.70
3) 假阳性率（False Positive Rate）：如果一个实例类别是negative，分类器预测结果的类别是positive的比例。这个指标也叫错检率（fallout）。
FPR = FP/(FP+TN) ； 上例中，FPR = 2/（2+15）=0.12
混淆矩阵(Confusion Matrix)（二分类）
	[image: IMG_256]
	*ACC:分类模型总体判断的准确率(包括所有class的总体准确率):

	1:  [image: IMG_257]
	*PPV:: 预测为1的准确率：阳性预测正确的次数/阳性预测的次数

	1: [image: IMG_258]
	*TPR: 真实为1的准确率：阳性预测正确的次数/阳性真实值出现的次数

	0: [image: IMG_259]
	TNR: 真实为0的准确率：阴性预测正确的次数/阴性预测的次数

	0: [image: IMG_260]
	NPV: 预测为0的准确率：阴性预测正确的次数/阴性真实值出现的次数

	[image: IMG_261]
	: 对于某个分类，综合了Precision和Recall的一个判断指标，F1-Score的值是从0到1的，1是最好，0是最差

	[image: IMG_262]
	: 另外一个综合Precision和Recall的标准，F1-Score的变形


举个经典的二分类例子：
[image: IMG_263]                      [image: IMG_264]0：[image: IMG_265]，      0: [image: IMG_266]，            [image: IMG_267] 
如果是多分类的呢？举一个三分类的例子：
[image: IMG_268]
[image: IMG_269]，     [image: IMG_270],     [image: IMG_271]
因此，计算Specificity，Recall，Precision等只是计算某一分类的特性，而Accuracy和F1-Score这些是判断分类模型总体的标准。我们可以根据实际需要，得出不同的效果。
混淆矩阵（多分类） Confusion Matrix 
[bookmark: ref_[1]_2781781]混淆矩阵也称误差矩阵，是表示精度评价的一种标准格式，用n行n列的矩阵形式来表示。具体评价指标有总体精度、制图精度、用户精度等，这些精度指标从不同的侧面反映了图像分类的精度。 [1]  在人工智能中，混淆矩阵（confusion matrix）是可视化工具，特别用于监督学习，在无监督学习一般叫做匹配矩阵。在图像精度评价中，主要用于比较分类结果和实际测得值，可以把分类结果的精度显示在一个混淆矩阵里面。混淆矩阵是通过将每个实测像元的位置和分类与分类图像中的相应位置和分类相比较计算的。
[bookmark: ref_[2]_2781781]用于：人工智能：模式分类、预测；性质：可视化（数据结果）工具，监督学习  混淆矩阵的每一列代表了预测类别 [2]  ，每一列的总数表示预测为该类别的数据的数目；每一行代表了数据的真实归属类别[2]  ，每一行的数据总数表示该类别的数据实例的数目。每一列中的数值表示真实数据被预测为该类的数目：如下图，第一行第一列中的43表示有43个实际归属第一类的实例被预测为第一类，同理，第二行第一列的2表示有2个实际归属为第二类的实例被错误预测为第一类。
[bookmark: 2][bookmark: sub2781781_2][bookmark: 举例]举例（多分类）: 如有150个样本数据，这些数据分成3类，每类50个。分类结束后得到的混淆矩阵为： 
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	预测

	
	类1
	类2
	类3

	实际
	类1
	43
	5
	2

	  
	类2
	2
	45
	3

	
	类3
	0
	1
	49


每一行之和为50，表示50个样本，
第一行说明类1的50个样本有43个分类正确，5个错分为类2，2个错分为类3


参考文献：
· [bookmark: refIndex_1_2781781]1.  张安定．遥感原理与应用题解：科学出版社，2016
· [bookmark: refIndex_2_2781781]2.  confusion matrix  ．wikipedia．2015-08-19[引用日期2015-08-22]




	Terminology and derivations from a confusion matrix
资料来源：https://en.wikipedia.org/wiki/Confusion_matrix

	condition positive (P)
the number of real positive cases in the data
condition negative (N)
the number of real negative cases in the data

true positive (TP)
eqv. with hit
true negative (TN)
eqv. with correct rejection
false positive (FP)
eqv. with false alarm, Type I error
false negative (FN)
eqv. with miss, Type II error

sensitivity, recall, hit rate, or true positive rate (TPR)

{\displaystyle \mathrm {TPR} ={\frac {\mathrm {TP} }{P}}={\frac {\mathrm {TP} }{\mathrm {TP} +\mathrm {FN} }}}

specificity or true negative rate (TNR) ： {\displaystyle \mathrm {TNR} ={\frac {\mathrm {TN} }{N}}={\frac {\mathrm {TN} }{\mathrm {TN} +\mathrm {FP} }}}

precision or positive predictive value (PPV) ： {\displaystyle \mathrm {PPV} ={\frac {\mathrm {TP} }{\mathrm {TP} +\mathrm {FP} }}}

negative predictive value (NPV) ： {\displaystyle \mathrm {NPV} ={\frac {\mathrm {TN} }{\mathrm {TN} +\mathrm {FN} }}}

miss rate or false negative rate (FNR) ： {\displaystyle \mathrm {FNR} ={\frac {\mathrm {FN} }{P}}={\frac {\mathrm {FN} }{\mathrm {FN} +\mathrm {TP} }}=1-\mathrm {TPR} }

fall-out or false positive rate (FPR)： {\displaystyle \mathrm {FPR} ={\frac {\mathrm {FP} }{N}}={\frac {\mathrm {FP} }{\mathrm {FP} +\mathrm {TN} }}=1-\mathrm {TNR} }

false discovery rate (FDR)  ：{\displaystyle \mathrm {FDR} ={\frac {\mathrm {FP} }{\mathrm {FP} +\mathrm {TP} }}=1-\mathrm {PPV} }

false omission rate (FOR)： FOR{\displaystyle \mathrm {FOR} ={\frac {\mathrm {FN} }{\mathrm {FN} +\mathrm {TN} }}=1-\mathrm {NPV} }FF

accuracy (ACC) ： {\displaystyle \mathrm {ACC} ={\frac {\mathrm {TP} +\mathrm {TN} }{P+N}}={\frac {\mathrm {TP} +\mathrm {TN} }{\mathrm {TP} +\mathrm {TN} +\mathrm {FP} +\mathrm {FN} }}}ACC = 

F1 score
is the harmonic mean of precision and sensitivity

{\displaystyle F_{1}=2\cdot {\frac {\mathrm {PPV} \cdot \mathrm {TPR} }{\mathrm {PPV} +\mathrm {TPR} }}={\frac {2\mathrm {TP} }{2\mathrm {TP} +\mathrm {FP} +\mathrm {FN} }}}
Matthews correlation coefficient (MCC)

{\displaystyle \mathrm {MCC} ={\frac {\mathrm {TP} \times \mathrm {TN} -\mathrm {FP} \times \mathrm {FN} }{\sqrt {(\mathrm {TP} +\mathrm {FP} )(\mathrm {TP} +\mathrm {FN} )(\mathrm {TN} +\mathrm {FP} )(\mathrm {TN} +\mathrm {FN} )}}}}
Informedness or Bookmaker Informedness (BM)： {\displaystyle \mathrm {BM} =\mathrm {TPR} +\mathrm {TNR} -1}BM = TPR + TNR -1 
Markedness (MK)： {\displaystyle \mathrm {MK} =\mathrm {PPV} +\mathrm {NPV} -1}MK = PPV + NPV -1
Sources: Fawcett (2006), Powers (2011), and Ting (2011) [1] [2] [3]



1.  Fawcett, Tom (2006). "An Introduction to ROC Analysis" (PDF). Pattern Recognition Letters. 27 (8): 861–874. doi:10.1016/j.patrec.2005.10.010.
2. ^ Jump up to:a b Powers, David M W (2011). "Evaluation: From Precision, Recall and F-Measure to ROC, Informedness, Markedness & Correlation" (PDF). Journal of Machine Learning Technologies. 2 (1): 37–63.
3. Jump up^ Ting, Kai Ming (2011). Encyclopedia of machine learning. Springer. ISBN 978-0-387-30164-8.
4. Jump up^ Stehman, Stephen V. (1997). "Selecting and interpreting measures of thematic classification accuracy". Remote Sensing of Environment. 62 (1): 77–89. doi:10.1016/S0034-4257(97)00083-7.
二、ROC曲线 与 AUC 面积
ROC（Receiver Operating Characteristic）曲线和AUC常被用来评价一个二值分类器（binary classifier）的优劣。
ROC曲线
需要提前说明的是，我们这里只讨论二值分类器。对于分类器，或者说分类算法，评价指标主要有precision，recall，F-score1，以及我们今天要讨论的ROC和AUC。下图是一个ROC曲线的示例。
[image: IMG_256]
正如我们在这个ROC曲线的示例图中看到的那样，ROC曲线的横坐标为false positive rate（FPR），纵坐标为true positive rate（TPR）。Wikipedia上对ROC曲线的定义：
In signal detection theory, a receiver operating characteristic (ROC), or simply ROC curve, is a graphical plot which illustrates the performance of a binary classifier system as its discrimination threshold is varied.
AUC值的计算
AUC（Area Under Curve ROC）被定义为ROC曲线下的面积，显然这个面积的数值不会大于1。又由于ROC曲线一般都处于y=x这条直线的上方，所以AUC的取值范围在0.5和1之间。使用AUC值作为评价标准是因为很多时候ROC曲线并不能清晰的说明哪个分类器的效果更好，而作为一个数值，对应AUC更大的分类器效果更好。
AUC意味着什么
那么AUC值的含义是什么呢？根据(Fawcett, 2006)，AUC的值的含义是：
The AUC value is equivalent to the probability that a randomly chosen positive example is ranked higher than a randomly chosen negative example.
这句话有些绕，解释一下：首先AUC值是一个概率值，当你随机挑选一个正样本以及一个负样本，当前的分类算法根据计算得到的Score值将这个正样本排在负样本前面的概率就是AUC值。当然，AUC值越大，当前的分类算法越有可能将正样本排在负样本前面，即能够更好的分类。


参考资料来源：
https://en.wikipedia.org/wiki/Receiver_operating_characteristic
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